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基于LSTM和GRNN的容器配额优化算法
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摘 要： 为了实现容器配额设置自动化和集群资源利用最大化，本文设计了一种容器配额优化算法 . 本文在长短

期记忆（Long Short-Term Memory，LSTM）神经网络和广义回归神经网络（Generalized Regression Neural Network，GRNN）
的基础上设计了深度神经网络（Long short-term memory and GRNN Network，LGN），并使用改进量子粒子群算法优选网络

结构超参数，以实现自动调参和更快的收敛速度 . 容器配额优化算法步骤如下：首先根据历史数据使用LGN训练资源

容量模型，然后使用改进的量子粒子群算法优化模型参数，最后使用资源容量模型计算容器配额 . 通过与谷歌容器垂

直自动扩展器（Vertical Pod Autoscaler，VPA）和水平自动扩展器（Horizontal Pod Autoscaler，HPA）生成的配额进行对比

发现，本文提出的优化算法较VPA和HPA降低了至少10%的资源分配总量，同时提升了至少6%的资源利用率 .
关键词： 容器配额；容量模型；广义回归神经网络；长短期记忆神经网络；量子粒子群算法

中图分类号： TP18；TP393.09 文献标识码： A 文章编号： 0372-2112(2022)02-0366-08
电子学报URL:http://www.ejournal.org.cn DOI:10.12263/DZXB.20201211

Container Quota Optimization Algorithm Based on GRNN and LSTM
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Abstract： In order to realize the automation of container quota setting and the maximization of cluster resource utili⁃
zation, this paper designed a container quota optimization algorithm. In this paper, LGN(long short-term memory and
GRNN network) was designed based on the LSTM(long short-term memory) and the GRNN(generalized regression neural
network). Also, the improved quantum particle swarm algorithm was used to optimize the hyperparameters of the network
structure to achieve automatic parameter adjustment and faster convergence speed. The steps of the container quota optimi⁃
zation algorithm are as follows. First, LGN is used to train the resource capacity model based on historical data. Then the
improved quantum particle swarm algorithm is adopted to optimize the model parameters. Finally, the resource capacity
model is designed to calculate container quotas. By comparing with the quotas generated by Google Container VPA(vertical
pod autoscaler) and HPA(horizontal pod autoscaler), the optimization algorithm proposed in this paper has at least 10% lower
total resource allocation and 6% higher resource utilization.

Key words： container quota；capacity model；generalized regression neural network(GRNN)；long short-term memo⁃
ry(LSTM)；quantum particle swarm optimization

1 引言

随着云计算技术的快速发展，容器作为轻量级的

虚拟化技术成为云计算平台虚拟化资源的主要方式，

越来越多的公司将应用迁移到容器云平台上，大量数

据中心存在资源分配率（即分配给所有容器的资源占

可分配总资源的比例）较高而资源利用率较低的情况 .

当前业界通常将容器配额设置为标准尺寸或者根据经

验进行设置，标准尺寸在大规模系统中并不总是可达，

根据经验进行设置需要大量的运维人员，并且这两种

方法都存在极大的资源浪费 . 不同服务对容器拥有不

同的尺寸需求（即容器的各种资源配额），并且服务对

资源的需求是弹性的，通常通过预留大量资源以应对

服务对资源的弹性需求，所以在满足服务对资源的弹
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性需求的同时实现资源节省将是一大难题 . 容器尺寸

过大容易导致资源碎片和资源利用率不足的问题，容

器尺寸过小将导致内存硬盘等资源成为瓶颈并带来额

外资源损耗 . 因此，容器尺寸的合理设置也是一大难题 .
针对这些问题，本文提出了一种新颖的容器配额优

化算法，该算法设计了一种新的网络结构用于构建容器

配额优化方案 . 本文的贡献主要包括以下3个方面 .
（1）提出了一种融合长短期记忆神经网络（Long

Short-Term Memory，LSTM）和广义回归神经网络（Gener⁃
alized Regression Neural Network，GRNN）的深度神经网

络（LSTM and GRN Network，LGN）. 它从时间和数量两

个维度捕捉集群状态和资源使用量之间的相互关系，相

比其他模型具有更高的准确度 .
（2）使用LGN建立了资源容量模型，并基于设计了

该模型的容器配额计算方案，与目前常用的谷歌容器

垂直自动扩展器（Vertical Pod Autoscaler，VPA）［1］和水

平自动扩展器（Horizontal Pod Autoscaler，HPA）相比，该

方案减少了至少 10%的集群资源分配总量并提升了至

少6%的集群资源利用率 .
（3）改 进 的 量 子 粒 子 群 算 法（Quantum Particle

Swarm Optimization，QPSO）实现了对网络结构超参数的

自动化优选和更快的收敛速度，避免了手动调参的烦

琐与低效 .
2 相关工作

当前云环境下的资源分配问题已经得到学术界广

泛的研究［2~5］，在云计算平台的资源分配问题上，多数

分配策略基于优化算法或者用户及应用分析获得的某

些特征 . 例如Alam等人提出了一种基于可靠性的云环

境资源分配策略，最小化成本的同时，将用户应用可靠

性最大化［6］；周景才等人则通过分析用户的行为特征

来进行资源分配［7］；Islam等人提出了一种用于云环境

中自适应资源供应的负载预测模型，并将其运用到云

环境资源分配领域，且取得了较好的效果［8］. 部分分配

策略基于博弈思想，使用博弈模型来解决资源分配问

题 . 例如丁丁等人提出一种基于双边拍卖机制的适应

性云计算资源分配机制［9］. 以上提到的资源分配策略，

大多在服务粒度下进行资源分配，容器层面的资源分

配策略则主要集中在对容器的实例数和资源请求量进

行自动调整 . 例如Balla等人提出的 Libra自动扩展器，

自动为容器设置配额并进行扩缩容管理［10］；Rattihalli
等人设计了一种基于容器资源利用的自动扩展系统

RUBAS，实现了容器的无中断垂直自动扩缩容和资源

使用量预估［11］；Rossi等人则利用强化学习方法实现了

一种云环境的自我管理，根据容器运行情况灵活采用水

平扩展或垂直扩展来调整容器的资源分配，然而该方

法的模型训练耗时过长，很难运用在生产环境中［12］.
作为最大的云服务提供商之一，Google Cloud也为

用户提供了容器配额生成服务，称为垂直自动扩展器

VPA和水平自动扩展器HPA. VPA可以读取应用容器

的资源使用情况等指标，根据目标利用率计算出一个

配额推荐值，它会在合适的时机更新所有容器的配额 .
但VPA因为稳定性和性能原因尚未被广泛应用 . HPA
用于在配额恒定的情况下，针对不同的负载对容器的

实例数进行伸缩，从而将每个容器的资源使用率控制

在一定范围内 . HPA相比VPA应用要更加广泛，但不能

与VPA同时使用 .
3 算法模型LGN

本节将介绍LGN的组成和各部分的结构，它是后文

构建资源容量模型的基础 . 图 1展示了 LGN的整体结

构，它由广义回归神经网络模块、长短期记忆网络模块、

人工神经网络（Artificial Neural Network，ANN）模块和改

进的量子粒子群算法模块等部分组成 . 容器资源使用量

与时间和请求量两个维度都有密切关系 . LSTM常用于

时间序列预测问题，LGN中LSTM模块通过训练获得下

一时刻的资源使用量 . GRNN常用于线性与非线性关系

拟合，LGN中通过GRNN模块获得请求量与资源使用量

之间的相互关系 . ANN常用于各种关系的拟合，LGN中

通过ANN模块获得最终的资源使用量 . 同时LGN使用

改进量子粒子群算法对网络结构超参数进行优选 .
3. 1 广义回归神经网络模块

GRNN的理论基础是非线性回归分析，它可以拟合

线性和非线性关系，常用于非线性关系的建模分

析［13~15］. 本文设计了一个典型的 4层GRNN模型用于拟

合服务请求量和资源使用量的相互关系，网络结构图

如图 2所示 . 第一层为输入层，神经元个数为 1个，用于

输入服务请求量（Queries Per Second，QPS）；第二层为

模式层，神经元个数为训练样本的个数；第三层为求和

层，神经元个数为 2个；第四层为输出层，神经元个数为

1个，用于输出资源使用量 .
3. 2 长短期记忆网络模块

为了获得资源使用情况与时间之间的深度关系，

本文构建了长短期记忆神经网络，并使用资源使用情

况的时序序列对其进行训练 . LSTM是一种特殊的循环

神经网络，与RNN网络相比，LSTM网络在长时序场景

中有更好的表现［16~18］. 本文使用了一个经典的双层

LSTM网络模型，输入资源使用量的时间序列，输出下

个时间点的资源使用量预测值 .
3. 3 人工神经网络模块

人工神经网络模块使用 BP神经网络作为网络结

构［19~22］. 本文设计了一个典型的 4层神经网络模型用
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于拟合前 2个模块的输出和资源使用量的关系 . 神经

网络的结构如下：输入层有 2个神经元，用于输入

GRNN的输出和 LSTM的输出，输出层有一个神经元，

用于输出资源使用量 Y，中间有 2层隐藏层，每层隐

藏层的神经元个数由改进的量子粒子群算法确定

个数 .

3. 4 改进的量子粒子群算法模块

粒 子 群 算 法［23］被 广 泛 应 用 于 各 种 优 化 问 题

中［24，25］，相比粒子群优化算法取消了粒子的移动方向

属性，该算法可以以概率 1收敛于最优解，具有较好的

全局寻优能力 . 算法的步骤如下 .
第第 1步步 计算平均粒子历史最好位置Mbest，计算公

式如式（1）所示 .
Mbest =

1
M∑i = 1

M

Pbest_i （1）
式（1）中，M表示粒子群的大小，Pbest_i 表示当前迭代中

第 i个 Pbest，Pbest 表示在参数取值的变化过程中到当前

为止最优适应度函数值对应的取值 .
第第2步步 粒子位置更新，计算式如式（2）所示 .

Pi = ϕ ×Pbest_i + (1 - ϕ)× gbest （2）
式（2）中，gbest 表示当前全局最优粒子，Pi 用于第 i个粒

子位置的更新 . 粒子位置更新式如式（3）所示 .
xi = Pi ± α | Mbest - xi | ln

1
u

（3）

图1 配额优化算法结构图

图2 广义回归神经网络结构图
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式（3）中，xi 表示第 i个粒子的位置，ϕ和 u为（0，1）上的

均匀分布数值 . 取+和-的概率都为 0.5. α为创新参数，

QPSO算法中只有一个创新参数 α需要自行设置，α一

般取（0，1）之间的固定值，改进后的α计算公式如式（4）
所示 .

α = αmax × sin
ì
í
î

ïï
ïï
π
2

é

ë

ê
êê
ê
1 - αmax + ( )αmax - αmin

( MaxIter -NowIter
MaxIter ) 2ù

û

ú
úú
úü
ý
þ

ïïïï
ïï

（4）

式（4）中，αmax 表示最大创新参数，αmin 表示最小创新参

数，NowIter表示当前的迭代次数，MaxIter表示最大迭

代次数 .
使用改进的量子粒子群算法对 GRNN的 δ值、

LSTM的两层隐含层神经元个数和ANN的两层神经元

个数进行优选，设置QPSO算法的各项参数，适应度函

数的计算方法如式（5）所示 . 使用QPSO算法迭代训练

得到LGN的各项网络超参数 .

Fitness =
1

RMSE
（5）

4 配额优化算法

4. 1 问题背景

当前各种云计算平台上常见的容器配额配置策略

有以下3种 .
（1）统一设置为标准尺寸 . 在大规模系统上并不总

是可达，而且存在显而易见的资源浪费 .
（2）交由用户定制 . 随机或根据经验进行设定 .
（3）按照容器的资源使用量动态规划容器配额 . 例

如谷歌的Kubernetes VPA，这种纵向扩缩容机制和容器

实例数的横向扩缩容相冲突，而且可能会使容器陷入

内存溢出死循环 .
4. 2 问题定义

容器配额优化问题目标是确定分配给每个服务实

例（即容器）的资源和总的实例个数，使得所用机器的

资源总量最小，实例中资源利用率较高 . 配额优化算法

问题定义如表1所示 .

4. 3 算法整体流程

算法整体结构图如图 1所示，算法的具体步骤

如下 .
（1）设定服务的最小容器数 nmin

s 、最大容器数 nmax
s 、

最小 CPU配额 Rmin
c (p)、最大 CPU配额 Rmax

c (p)、最小内

存配额Rmin
m (p)、最大内存配额Rmax

m (p). 最小和最大容器

数一般根据集群资源使用情况和服务质量要求等进行

设定，最小和最大CPU配额和内存配额一般根据服务的

资源消耗情况和容器运行最低要求等进行设定 .
（2）获取资源使用数据 . 获取应用在不同负载梯度

下满足服务质量的CPU资源使用总量 U c
s 、内存资源使

用总量U m
s 、服务请求量Q、时间戳T等数据 .

（3）建立容量模型 . 使用 LGN建立容量模型求得

服务请求量 Q、时间 T 与 CPU 使用量的相互关系

F c
s (QT )，以及服务请求量Q、时间T与内存使用量的相

互关系F m
s (QT ).

（4）使用上一步中获得的容量模型，根据服务 s、时
间 T、服务请求量Q计算所需CPU资源总量 Dc

s (QT )和

内存资源总量Dm
s (QT ).

（5）根据（4）中获得的资源需求总量和容器配额算

法计算得到容器配额 .
4. 4 获取历史数据

历史数据包括时间戳、容器的配额、资源使用量、

服务的容器数、服务请求量等相关信息 .
本文选取了一个具有代表性的开源web应用 Peer⁃

Tube［26］作为测试应用，该应用提供去中心化的视频服

表1 配额优化问题定义

服务实例数及约束

容器

尺寸

机器

尺寸

容量

模型

S：服务集合 .
Ps：服务 s的实例集合Ps.
ns：服务 s的实例个数，满足约束条件nmin

s ≤ ns ≤ nmax
s .

Rc (p)：实例p的CPU需求，满足Rmin
c (p)≤Rc (p)≤Rmax

c (p).
Rm (p)：实例p的内存需求，满足Rmin

m (p)≤Rm (p)≤Rmax
m (p)

M：机器集合 .
Cc (m)：机器m的CPU容量 .
Cm (m)：机器m的内存容量 .
Q：服务请求量 .
U c

s ：服务 s的CPU资源使用量 .
U m

s ：服务 s的内存使用量 .
F c

s (QT)：服务请求量Q、时间T和CPU资源使用量映射函数，等于容量模型的训练结果 .
F m

s (QT)：服务请求量Q、时间T和内存资源使用量映射函数，等于容量模型的训练结果 .
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务 . 将其容器化后部署到Kubernetes集群中 . 采集服务

器端应用在不同的每秒请求量（Queries Per Second，
QPS）和资源配额下的服务质量和各项运行数据，实验

中使用响应时间衡量服务质量 .
4. 5 建立容量模型

容量模型用于计算在时间和请求量下所需要的资

源量，建立容量模型步骤如下 .
（1）获取原始数据并进行数据预处理 .
（2）建立LGN模型 . 建立并使用该模型获得时间T、

服务请求量Q与CPU使用量之间的关系F c
s (QT )，以及时

间T、服务请求量Q与内存使用量之间的关系F m
s (QT ).

4. 6 容器配额算法

获得服务在某个时间和服务请求量下所需CPU资

源和内存资源后，乘以常数N作为所需资源 . N的取值

通常大于 1，如 1.15，表示系统为 CPU和内存资源提供

15%的冗余量，以保证服务运行的稳定性 . 接着除以目

标利用率得到在该时间和服务请求量下所需资源总

量 . 之后可以根据以下3种规则求得容器配额 .
规则规则1 最小化容器数 . 根据当前时间和服务请求

量获得所需资源总量，用所需资源总量除以最小容器

数得到每个容器的资源配额 . 优点是简单、高效，适用

于冷启动 . 缺点是容器尺寸较大，影响紧凑部署 .
规则规则 2 等比例配额 . 使容器配额的 CPU和内存

比值接近机器的CPU和内存比值 . 优点是有利于紧凑

部署，适用于冷启动 . 缺点是机器结构及容器尺寸分布

会影响性能 .
规则规则3 最大化容器数 . 根据当前时间和服务请求

量获得所需资源总量，用所需资源总量除以最大容器

数获得每个容器的资源配额 . 优点是简单高效，有利于

紧凑部署，适用于冷启动 . 缺点是容器太多可能会带来

资源管理损耗 .
5 方案验证与结果分析

5. 1 数据集

本文数据采集主要是基于 zabbix系统，采集时间间

隔是 5 min，每天采集 288条数据，包含系统硬件资源使

用率数据（CPU、内存、磁盘 IO、网络 IO等）、QPS、应用

性能数据（请求响应时间、错误率）等，本文重点提取了

与资源使用量相关的数据采集时间、QPS、CPU使用量

和内存使用量，数据格式如表2所示 .

5. 2 模型精准度对比

为了验证本文提出的LGN神经网络相较于其他模

型有更高的精确度，在同一数据集上使用多种模型进

行训练，并比较它们的预测结果 .
5. 3 模型预测精确度分析

使用不同模型进行预测的精准度对比如表3所示 .
结果表明，本文提出的 LGN模型相较于其他模型有着

更高的预测精确度 .

5. 4 实验场景设计

本文所有实验均在云计算平台Kubernetes上进行，

采用知名开源视频平台PeerTube作为实验应用 .
通过实验采集本文提出的 3种配额方案与 VPA、

HPA在不同负载下的资源使用情况，将应用分为实验组

和对照组，实验组包括VPA配额方案、HPA配额方案、等

比例配额方案、最大配额数方案和最小配额数方案共 5
组 . 收集实验组应用在不同QPS负载下，在满足服务质量

前提下处理请求需要的实例数以及对应的资源使用量 .
对照组在实验中维持单实例不限制配额状态，用来为本

文提出的算法提供必要参数，并在实验结束后与实验

组进行比对 . HPA则按照使用惯例及经验，配额设置为

1核2 GB，容器资源使用率设置为60%~80%.
最大配额数方案、最小配额数方案和等比例配额

方案的实例数原则上由用户设置的参数计算得到，在

验证实验中，我们将最大配额数方案实例数设置为 10，
最小配额数方案实例数设置为 3，等比例配额方案的实

例数设置为 6，VPA配额方案的实例数等同于等比例配

额方案，方便实验后进行性能比对 .
第第 1步步 部署对照组应用，进行梯度测试，记录测

试过程中的QPS与资源使用量，通过前文提出的容量

模型确定实验组应用的资源配额 .
第第 2步步 使用 3种不同配额方案生成 3种不同的资

源配额，这 3种配额方案有最大配额数方案、最小配额

数方案和等比例配额方案实例数 . 部署开启VPA的应

用，实例数等同于等比例实例数 . 部署开启HPA的应

用，配额恒定，按照容器负载对实例数进行伸缩 . 最终

得到 3种资源配额和VPA的资源配额及HPA资源配额

共 5种配额方案 . 在 5台资源容量均等的机器上分别部

表2 数据集格式示意表

时间戳

2019/4/1 0：00
2019/4/1 0：05
2019/4/1 0：10

QPS
52 039
50 301
56 726

内存使用量

0.892 6
0.842 4
0.928 5

CPU使用量

0.78
0.65
0.92

表3 资源使用预测中各种模型的预测误差

模型名

LGN
LSTM
BiLSTM
GRNN
BP

ARIMA
RF

RMSE
121.05
157.13
176.25
158.39
267.40
366.84
265.23

MAE
78.67
92.53
105.24
102.84
155.03
167.46
145.86

R2
0.92
0.65
0.74
0.79
0.54
0.82
0.89
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署5组实验组应用 .
第第 3步步 测试并记录5组实验组应用在处理不同QPS负

载时，在满足服务质量的前提下的实例数和资源使用量 .
第第 4步步 对比实验组和对照组的各项数据，验证本

文算法的有效性 .
5. 5 实验结果

实验中各个实验组分别部署在总资源为 4核 8 GB
的Kubernetes集群节点上 .

使用量子粒子群算法和改进后的量子粒子群算法的

迭代次数和适应度值如图3所示 . 适应度值越大结果越

好，从图中可以看出改进后的量子粒子群算法具有更快的

收敛速度，后文的实验均基于改进后的量子粒子群算法 .

等比例配额方案、VPA配额方案、HPA配额方案、

最小配额数方案、最大配额数方案在不同负载下的

CPU资源配额如图 4所示，内存配额如图 5所示，CPU
资源利用率如图6所示，内存资源利用率如图7所示 .

实验中不同配额实验组应用能处理的最大QPS并不

相同，在10 000 QPS下五种实验组方案的资源配额，实例

数如表4所示，资源分配总量如表5所示，资源利用率如

表6所示，HPA实例数变化趋势如图8所示 . 实验结果表

明，等比例配额方案、最小配额数方案和最大配额数方案

同负载下资源分配总量更少，资源利用率更高，且整体资

源分配总量相差不大，其中最大配额数方案资源利用率

更高，但大量实例数意味着更大的管理和性能开销 .

图3 改进量子粒子群算法QPSO和原始量子粒子群算法 oQPSO收

敛速度对比

图4 5种配额方案在不同负载下CPU配额

图5 5种配额方案在不同负载下内存配额

图6 5种配额方案在不同负载下CPU利用率

图7 5种配额方案在不同负载下内存利用率

图8 HPA方案实例数随负载变化
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5. 6 结果分析

从 5. 5实验结果可以看出，相比于原本的量子粒子

群算法，本文改进后的量子粒子群算法具有更快的收

敛速度 . 在应用配额实验中，随着负载的增加，所有实

验组应用的资源配额都在稳步提高，而在不同的负载

情况下，不同实验组应用的资源利用率存在一定的波

动 . 在所有负载情况下，本文提出的 3种配额方案在资

源利用率上均高于VPA和HPA配额方案 .
在处理相同负载的情况下，相比于本文提出的 3种

配额方案，使用VPA配额方案和HPA配额方案会占用

更多的资源，同时资源的利用率也更低，使用LGN生成

的 3种配额方案占用资源更少，且资源利用率更高，所

有应用的服务质量等级均满足要求，这证明了本文提

出的配额生成方案相比于VPA配额方案和HPA配额方

案，在不影响应用服务质量的前提下，节约了更多资

源，有更好的性能表现 .
6 总结

本文提出了一种基于广义回归神经网络和长短期

记忆神经网络的深度神经网络 LGN，用改进量子粒子

群算法对网络结构超参数进行优选，使用 LGN计算资

源容量模型，并设计了基于资源容量模型的容器配额

计算方案 . 通过基于开源应用系统的实验测试，证明本文

提出的方案比Kubernetes自带的VPA和HPA方案提升了

超过6%的资源利用率，降低了至少10%的资源分配总量 .
使用开源项目验证了所提方法的有效性 . 使用本文

提出的算法配置容器配额可降低整体资源分配量和提

升整体资源使用率 . 未来可以使用时序预测算法获得应

用的负载变化情况，通过获得未来一段时间的负载情况

进行及时的扩缩容，从而实现应用动态扩缩容自动化 .
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